
Artículo Científico Rev. Fitotec. Mex. Vol. 40 (1): 17 - 25, 2017

Recibido: 6 de septiembre de 2016
Aceptado: 13 de febrero de 2017

RESUMEN

Los métodos de detección de deficiencias de hierro (Fe) en cultivos como 
el frijol (Phaseolus vulgaris L.) constituyen una herramienta valiosa en la toma 
de decisiones porque pueden utilizarse para predecir el estado nutrimental 
de las plantas en etapas tempranas. En esta investigación se usaron redes 
neuronales bayesianas regularizadas (BRNN, por sus siglas en inglés) y 
árboles de clasificación para llevar a cabo la predicción de dichas deficiencias 
basados en lecturas del SPAD 502, el cual se empleó para medir el índice 
de verdor de las hojas en el frijol. Se llevó a cabo un experimento con ocho 
tratamientos con diferentes variaciones en la concentración de Fe (0, 20, 40, 
60, 80, 100, 150 y 200 %) en la solución nutritiva. Durante 7 semanas se 
tomaron las mediciones promedio del índice de verdor de los tres foliolos de 
cinco repeticiones correspondientes a los ocho tratamientos y posteriormente 
los datos fueron utilizados para ajustar los modelos estadísticos antes 
mencionados. Con las BRNN, la correlación entre valores observados y 
predichos fue de 0.77 para el conjunto de datos en entrenamiento y de 0.54-
0.71 para prueba. Para el caso de los árboles de clasificación, en etapa de 
entrenamiento el porcentaje de clasificaciones correctas fue 56.25 % y 
disminuyó casi 30 % cuando se llevó a cabo el procedimiento de validación. 
Por lo que para la presente investigación, el uso de BRNN constituye una 
herramienta valiosa para la predicción de deficiencias tempranas de Fe en el 
cultivo de frijol.

Palabras clave: SPAD, clorosis férrica, detección, nutrición, índice de 
verdor.

SUMMARY

The detection methods for iron (Fe) deficiencies in crops, such as common 
bean (Phaseolus vulgaris L.), are valuable decision-making tools that predict 
the nutritional status of plants in early stages. For this research, Bayesian 
regularized neural networks (BRNN) and classification trees were applied 
to predict iron deficiencies based on SPAD-502 readings that estimated the 
greenness index in common bean leaves. An experiment was carried out with 
eight treatments at different levels of Fe concentration in the nutrient solution 
(0, 20, 40, 60, 80, 100, 150 and 200 %).  For seven weeks, the average green 
index measurements of the three leaflets of five replicates corresponding to 
the eight treatments were taken, and the collected data were used to adjust 
the statistical models mentioned above. With BRNN, the correlation between 
observed and predicted values was 0.77 for the training data set and 0.54 - 
0.71 for the test data. In the case of classification trees, in the training stage, 
the percentage of correct classifications was 56.25 %, and when the validation 
procedure was carried out, it decreased almost 30 %. Thus for this type of 
research, the use of BRNN constitutes a valuable tool for the prediction of 

early deficiencies of Fe in common bean crop.

Index words: SPAD, iron chlorosis, detection, nutrition, green index.

INTRODUCCIÓN

La deficiencia de hierro (Fe) es un problema mundial en 
la producción de cultivos en suelos calcáreos. Dentro de 
los cultivos afectados por la deficiencia de Fe, el frijol (Pha-
seolus vulgaris L.) es uno de ellos porque se encuentra 
dentro de la categoría de susceptible a la clorosis férrica 
(Hansen et al., 2007; Zaiter et al., 1992). De acuerdo con 
Clark (1991), este problema puede reducir hasta 100 % del 
rendimiento del cultivo. La clorosis férrica se ve expresa-
da en la planta una vez que el estado de la deficiencia es 
avanzado, y esta decoloración de las hojas se debe a un 
desequilibrio entre los contenidos de clorofila y los caro-
tenos por la reducción del número de tilacoides y granas; 
de esta forma, hay una disminución de los pigmentos que 
recogen la luz: clorofilas a y b, y carotenos (Soldatini et al., 
2000). A nivel molecular, el Fotosistema I (PSI) es el primer 
afectado por la deficiencia de Fe, por lo que disminuye el 
número de estos complejos, lo que resulta en un cuello de 
botella en el flujo de electrones necesarios en la fotosínte-
sis (Strzepek y Harrison, 2004; Yadavalli et al., 2012). Una 
vez que el daño a nivel molecular se ha dado, ha ocurrido 
ya una disminución al rendimiento del cultivo, por lo que 
las acciones correctivas que pudieran llevarse a cabo solo 
tendrían un efecto amortiguador. De aquí la importancia 
de llevar a cabo la detección a tiempo del problema para 
ejecutar acciones que puedan evitar un decremento en el 
rendimiento más allá  de un umbral económico. 

Uno de los métodos para realizar el diagnóstico nutrimen-
tal en el cultivo es el análisis químico en laboratorio; sin em-
bargo, a pesar de la precisión que éstos puedan tener, su 
utilización constituye una inversión de tiempo que puede 
evitarse con métodos de detección in situ. En el caso de 
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elementos como el nitrógeno (N) existen aparatos espe-
cíficos para la estimación del contenido de este elemento 
en el cultivo, no así para el caso de Fe. Un instrumento que 
permite estimar el contenido de N es el medidor de conte-
nido de clorofila SPAD 502 (Konica Minolta Sensing, New 
Jersey, USA). Markwell et al. (1995) sugieren que probable-
mente la determinación de clorofila en la hoja por unidad 
de área es relativamente independiente de las especies, 
por lo que la relación de la clorofila con los valores SPAD 
sería la misma. 

El análisis de Fe2+ en la hoja se ha llegado a tomar como 
un indicador del nivel de abastecimiento de hierro en la 
planta (Razeto y Valdés, 2006) e investigadores como 
Köseoğlua y Açikgöza (1995) han llevado a cabo experi-
mentos donde se ha encontrado una alta correlación en-
tre la concentración de clorofila y la de Fe2+ en la hoja de 
duraznero (Prunus persica L.), tanto en tejido fresco como 
en tejido seco. Lombard et al. (2010) han llevado a cabo 
trabajos con apoyo del SPAD 502 para la estimación de Fe 
en especies forestales como el álamo(Populus ssp.) y en 
árboles frutales como perales(Pyrus communis L.), en los 
que se usó este equipo para medir el contenido de clorofila 
(López-Millán et al., 2001). Se tomaron muestras de hojas 
con diferentes grados de deficiencias de Fe y donde se ha-
bían tomado previamente lecturas SPAD (Lombard et al., 
2010). Posteriormente, la clorofila se extrajo con acetona 
al 100 % y en presencia de ascorbato de sodio dado que 
se supone, existe correlación entre el contenido de Fe y de 
clorofila. De acuerdo con Lombard et al. (2010), el SPAD 
502, comparado con otros métodos de extracción caros 
o escalas de evaluación visual, este medidor de clorofila 
puede ser considerado como un indicador confiable de 
estimación del color, aunque cabe mencionar que no hay 
estudios hechos específicamente para correlacionar los 
valores de las lecturas SPAD con estatus nutrimental del 
Fe en el cultivo de frijol. 

Existen diferentes modelos estadísticos que se han uti-
lizado para relacionar las lecturas SPAD con la concen-
tración de clorofila como análisis de regresión (Hirai et al., 
2007; Lombard et al., 2010;  Vesali et al., 2015). No obstan-
te, una de las metodologías para el análisis de la informa-
ción obtenida consiste en el uso de métodos estadísticos 
no paramétricos como las redes neuronales artificiales tal 
como se demuestra en el trabajo llevado a cabo por Vesali 
et al. (2015), quiénes sistematizaron los datos de valores 
SPAD, características de color e información obtenida de 
sensores de imagen para predecir la concentración de N 
en plantas de maíz (Zea mays L.) a través de una aplicación 
móvil y la cual aún no está disponible para uso comercial. 
El desempeño de los diferentes tipos de redes neuronales 
es variado; de acuerdo con MacKay (1992), éstas pueden 
usarse tanto para modelos de regresión como para cla-

sificación. El mismo autor agrega que esta flexibilidad las 
hace capaces de descubrir relaciones más complejas en 
los datos que los modelos estadísticos tradicionales. 

Por otro lado, la estadística Bayesiana provee un marco 
unificador para la generación de modelos, y evitar el pro-
blema de sobreajuste que generalmente presentan este 
tipo de modelos por el hecho de depender de un gran nú-
mero de parámetros (Foresee y Hagan, 1997). Los mode-
los Bayesianos pueden ser utilizados con la finalidad de 
predecir la clase y clasificar cada caso no visto: un nuevo 
caso o ejemplo j, caracterizado sólo con los valores xj de 
las variables predictoras, se da una etiqueta clase según 
la categoría que tiene la máxima probabilidad a posteriori. 
Una propiedad útil de un clasificador bayesiano es que es 
óptimo, en el sentido que la tasa esperada de falsos positi-
vos se reduce a un mínimo (Ripley, 1996), lo que constituye 
una ventaja adicional al problema del sobreajuste al ser un 
método supervisado. Correa et al. (2008) señalan que el 
objetivo de la clasificación supervisada es categorizar los 
casos i dados por ciertas características xi= (xi1,...,xin)’ en 
clases r, ci, i=1,..., r, xil denota el valor de la variable xl obser-
vada en el caso i. 

Aunque la aplicación de las redes neuronales bayesianas 
regularizadas (BRNN) no es nueva en agricultura, si lo es, 
el uso de métodos de aprendizaje de máquina en la pre-
dicción e Inteligencia Artificial, para predecir deficiencias 
de nutrientes. En un documento escrito por Bustos (2005), 
el autor hace un análisis de la inteligencia artificial en di-
ferentes líneas de trabajo en la agricultura, lo que incluye 
el tipo de redes arriba mencionado. Dentro de algunos de 
los campos mencionados se encuentra la ingeniería post-
cosecha, el control ambiental, maquinaria y mecanización 
agrícola, ingeniería de riegos y producción vegetal, espe-
cíficamente en aspectos nutricionales de los cultivos. De 
hecho, hay aplicaciones del uso de estas redes en inves-
tigaciones relacionadas con la categorización de estatus 
nutrimental de algún cultivo. Tal es el caso del trabajo 
llevado a cabo por Ma et al. (2014) en el que se discuten 
métodos de clasificación del verdor de los cítricos para 
categorizar en plantas sanas, infectadas por Huanglong-
bing (HLB), deficiencia de Fe y deficiencia de N, mediante 
BRNN. Otra forma de categorización de la información es 
el uso de los árboles de clasificación porque proporcionan 
predictores bastante comprensibles en situaciones en las 
que hay variables que interactúan de forma complicada y 
de forma no lineal. La variable respuesta Y es categórica, 
así, puede usarse información teórica para medir qué tanto 
puede aprenderse de ésta al saber el valor de otra variable 
discreta A. Hay dos tipos de predicciones que un árbol de 
clasificación puede hacer. El primer tipo es predicción pun-
tual de la clase o categoría. El segundo tipo es la predicción 
de pertenencia a cada una de las clases (Shalizi, 2009).
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Para la presente investigación, y de acuerdo con la in-
formación anterior, el objetivo fue evaluar dos modelos de 
predicción del contenido de Fe en el cultivo de frijol, redes 
neuronales bayesianas regularizadas (BRNN) y árboles de 
clasificación por medio de lecturas SPAD a través del tiem-
po durante la etapa vegetativa de cultivo.

MATERIALES Y MÉTODOS

Establecimiento del experimento, transplante y 
aplicación de tratamientos

La siembra de semillas de frijol var. Negro Chapingo, se 
realizó bajo condiciones de invernadero en el Colegio de 
Postgraduados, en charolas de poliestireno y con perlita 
como sustrato durante el mes de junio de 2015. El riego se 
hizo diariamente con agua destilada.

Doce días después de la siembra (dds), éstas se tras-
plantaron bajo condiciones de hidroponía en vasos de po-
liestireno, y se continuó el riego con agua destilada. Pos-
teriormente, la preparación de las soluciones nutritivas se 
llevó a cabo también con agua destilada y se tomó como 
base a la solución universal Steiner. Cada uno de los va-
sos en los que se trasplantó una plántula se tomó como 
unidad experimental. A partir de 80 unidades, se dividieron 
éstas en ocho grupos con 10 repeticiones. A cada grupo se 
le aplicó un tratamiento que correspondió a las variacio-
nes de concentraciones de Fe. Los tratamientos fueron en 
condiciones de deficiencia (0, 20, 40, 60 y 80 %) y exceso 
(150 y 200 %), además de la condición óptima o testigo 
(100 %). Éstos se aplicaron 7 días después del trasplante 
(ddt). Durante 7 semanas se llevaron a cabo 20 mediciones 
del índice de verdor por cada tratamiento,  se tomaron  en 
cuenta cinco repeticiones por los ocho tratamientos, por 
medio de un SPAD 502 (Konica Minolta, New Jersey, USA), 
tales repeticiones correspondieron  a cinco hojas, una hoja 
de cada planta, de las cuales se tomaron cinco lecturas por 
cada uno de los foliolos de la hoja para después obtener un 
promedio. Posteriormente, se tomó en cuenta el promedio 
de los tres foliolos. Los valores promedio por tratamiento 
fueron usados para generar el modelo (160 observacio-
nes). Debe mencionarse que las mediciones se tomaron 
en la etapa vegetativa.

Predicción de deficiencias de Fe mendiante redes 
neuronales bayesianas regularizadas (BRNN)

Se usó un modelo de BRNN (Figura 1), entrenado a partir 
de un conjunto de datos con los que se pretende prede-
cir la concentración de Fe en plantas de frijol (y), la que 
se considera como variable respuesta, que se supone es 
posible predecir utilizando dos covariables (variables de 
entrada): valores SPAD (x1) y ddt (x2). Se parte de la utili-

zación de S neuronas de la capa interna, tres en este caso 
(Figura 1), las cuáles procesaron la información recibida de 
las variables de entrada para posteriormente generar una 
respuesta localmente por cada una de las neuronas. Los 
valores de entrada en cada una de las neuronas son com-
binados linealmente (u1, u2, u3) y la respuesta de esta ope-
ración es transformada de forma no lineal a través de una 
función de activación, la cual es una función que mapea 
las variables de entrada de la recta real al intervalo (-1, 1).

En este trabajo se empleó la función de activación tan-
gente hiperbólica, g (x) = 2/1 + exp (-2x) (Pérez-Rodríguez 
et al., 2012). Una vez que los datos fueron procesados en 
cada una de las neuronas (g(u1), g(u2), g(u3)), las salidas 
fueron combinadas linealmente, y se les asignó un peso 
específico a cada una de las neuronas para obtener la pre-
dicción de la variable respuesta. Los parámetros a estimar 
incluyeron; la media general (μ), los coeficientes de regre-
sión en cada una de las neuronas: βk

0, β
k

1, β
k, k=1,...,S (neu-

ronas), los pesos de cada una de las neuronas: w1,...,ws, así 
como la varianza del error σ2.

Para el ajuste del modelo, se utilizó el programa estadís-
tico R (R Core Team, 2015), así como la biblioteca de fun-
ciones BRNN (Pérez-Rodríguez y Gianola, 2016). De acuer-
do con estos autores, la biblioteca de funciones BRNN 
incluye una función con el mismo nombre que ajusta una 
red neuronal de dos capas como lo describen MacKay 
(1992) y Foresee y Hagan (1997). Además, usa el algoritmo 
de Nguyen y Widrow (1990) para asignar pesos iniciales y 
el algoritmo de Gauss-Newton para llevar a cabo la opti-
mización. 

La fase de entrenamiento de la BRNN puede describirse 
como un proceso de ajuste de los parámetros de forma 
gradual hasta que el vector de salida predicho aproxime 
lo más posible con el vector de salida deseado. El algorit-
mo utilizado para el ajuste del modelo es diferente al de 
retropropagación de los errores utilizado comúnmente en 
redes neuronales, en redes BRNN se minimiza una “suma 
de cuadrados penalizada”. El algoritmo de entrenamiento 
se detiene una vez que la “suma de cuadrados penaliza-
da” se estabiliza en tres evaluaciones sucesivas (Foresee 
y Hagan (1997) y Pérez-Rodríguez et al. (2012)). Una vez 
que los estimadores de los parámetros de interés han sido 
obtenidos, es posible evaluar si el número de nodos utiliza-
dos es suficiente para realizar la predicción sin realizar so-
breajuste, porque es posible calcular fácilmente el número 
efectivo de parámetros; es decir, el número de parámetros 
que desde el punto de vista estadístico son diferentes de 
cero (Okut et al., 2011; Pérez-Rodríguez et al., 2012).

Posteriormente se determinó el poder predictivo del 
modelo mediante dos esquemas de validación cruzada: 
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1) Conjuntos aleatorios y 2) Conjuntos no aleatorios. En el 
primer caso, de acuerdo con James et al. (2013) el proce-
dimiento involucra la división aleatoria de un conjunto de 
observaciones en un número k de subconjuntos disjuntos 
(en este caso, ocho) de un tamaño igual aproximadamen-
te. En un segundo procedimiento de validación no aleato-
rio, se tomaron también ocho grupos de acuerdo con las 
concentraciones de Fe (0, 20, 40, 60, 80, 100 y 150). En 
cualquiera de los casos, el conjunto de datos es dividido 
en k subconjuntos disjuntos (S1,…,S8). Cada uno de estos 
conjuntos puede utilizarse para medir el poder predictivo 
de los modelos. Por ejemplo, al utilizar el primer subcon-
junto, el conjunto de datos se divide en entrenamiento (los 
datos en S1,…,S8) y prueba (los datos en S1). Los modelos 
se ajustan a los datos en el conjunto de entrenamiento y 
luego se utiliza para predecir la variable respuesta para el 
conjunto de datos en prueba. Este procedimiento se repite 
k número de veces (ocho en este caso) y al final del pro-
ceso se obtienen predicciones para los k grupos, de donde 
se pueden obtener medidas que permiten evaluar el poder 
predictivo de los modelos, por ejemplo, correlaciones de 
Pearson entre valores observados y predichos o bien, ta-
sas de aciertos y errores.

Predicción de deficiencias de Fe usando 
árboles de clasificación

De acuerdo con Loh (2011), los árboles de regresión, 
tanto como de clasificación son métodos de aprendizaje 
automático para la construcción de modelos a partir de 
datos. Los árboles de clasificación se construyen a partir 
de variables dependientes que tienen un número finito de 
valores sin ordenar y con un error de predicción medido en 
términos de clasificación errónea.

Por otro lado, para los árboles de predicción, la rutina uti-
lizada fue tree en el programa estadístico R (Ripley, 2016). 
Estos modelos son obtenidos por la partición recursiva 

del espacio de datos y tras ajustar a un nivel de predicción 
simple dentro de cada partición. El mismo autor agrega 
que, en un problema de clasificación se tiene una mues-
tra de entrenamiento con n observaciones en una variable 
clase y que toma los valores 1, 2, … , k, y p variables de 
predicción, x1, x2, …, xp. 

Para la presente investigación, la variable clase corres-
ponde al porcentaje de Fe en la solución nutritiva (y), mien-
tras que son dos las variables de predicción: ddt en que 
se tomó la medición con el SPAD 502 (x1), así como las 
lecturas promedio tomadas por cada hoja (x2). Para llevar 
a cabo la predicción se aplicó el siguiente algoritmo (Loh, 
2011): 1) Comenzar en un nodo raíz; 2) Para cada varia-
ble x ordenada, convertirla a una variable no ordenada x’ y 
agrupar sus valores en el nodo en un pequeño número de 
intervalos. Si x es no ordenada, fijar x’= x; 3) Llevar a cabo 
una prueba de independencia chi cuadrada de cada varia-
ble x’ contra y en los datos en el nodo y calcular su signifi-
cancia; 4) Elegir la variable x* asociada con la x’ que tenga 
la probabilidad de significancia más pequeña; 5) Encontrar 
el conjunto {x* ε s*} que minimice la suma de los índices 
Gini (varianza binomial) y la use para dividir el nodo en dos 
hijos y donde s es un subconjunto de valores tomados por 
x; 6) Si hay convergencia, terminar. De otra forma, aplicar 
los pasos (2) al (5) para cada nodo hijo; y 7) Podar el árbol 
para encontrar el mejor tamaño del mismo. 

RESULTADOS Y DISCUSIÓN

Redes neuronales bayesianas regularizadas

Se observó que las variables de entrada propuestas pue-
den predecir el estado nutrimental de Fe en el cultivo de 
frijol y el coeficiente de correlación de Pearson entre valo-
res observados y predichos fue de 0.77 en el conjunto de 
datos en entrenamiento. En la Figura 2 puede apreciarse 
la tendencia de la concentración de Fe, la cual es similar 

Figura 1. Representación gráfica del modelo de red neuronal utilizada para S: 3 neuronas. 
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2

3
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e~N(0, σ2)
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y = µ + w1g(u1) + w2g(u2) + w3g(u3) + e
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al inicio de la toma de las lecturas. Como podría esperar-
se, los valores SPAD no aumentan mucho a medida que 
avanzan los días (17 a 25 ddt) en el caso del tratamiento 
con ausencia total de Fe, por lo que el índice de verdor es el 
más bajo con respecto al resto de los tratamientos. Adams 
et al. (2000) habían afirmado que las condiciones de defi-
ciencia de Fe, entre otros elementos como el zinc (Zn) y 
manganeso (Mn), causaban un decremento en la concen-
tración de clorofila debido a que hay una relación directa 
con la ruta biosintética de ésta como elementos esencia-
les; Morales et al. (1991) describen que es en el transpor-
te de electrones, en el proceso de la fotosíntesis, dónde la 
ausencia de Fe es causante de la clorosis. 

Por el contrario, si se observa al testigo (Figura 2), puede 
notarse que tiene una tendencia a incrementar el índice de 
verdor, aunque no necesariamente se mantiene porque hay 
un decremento de los 30 a 40 ddt; además, el tratamiento 
con dosis de Fe, más allá del óptimo requerido, muestra un 
comportamiento en el que el índice de verdor es más alto 
entre los 25 a 30 ddt y posteriormente el decremento es 
pronunciado, para después registrar los valores SPAD más 
altos. Este resultado es similar a lo reportado por Kobraee 
et al. (2011) dónde concluyeron que los valores SPAD se 
incrementaron al aumentar la concentración de clorofila 
y cuando se aplicaron dosis más altas de Fe, entre otros 
micronutrimentos.

Deben también considerarse investigaciones anterio-
res, como la llevada a cabo por Papasavvas et al. (2008) 
en remolacha (Beta vulgaris L.), quiénes demostraron la 

correlación entre los valores SPAD y el contenido de clo-
rofila, aunque enfocado a la concentración de N (NO3

-) en 
la planta. No obstante, debe tomarse en cuenta que tanto 
el N como el Fe están directamente relacionados con el 
verdor de las hojas, lo cual también se ha comprobado en 
trabajos de Ammari et al. (2009) en plantas de cítricos.

En validación cruzada, el coeficiente de correlación entre 
valores observados y predichos fue de 0.54 cuando la par-
tición es no aleatoria. No obstante, cuando se lleva a cabo 
la validación cruzada con particiones aleatorias, el porcen-
taje de clasificaciones correctas resultó mayor (0.71). Esto 
se explica debido a que en los datos de entrenamiento se 
incluyó información de todos los grupos, incluido el que se 
estaba validando, no así en el caso anterior de validación 
cruzada no aleatoria. Cuando se llevó a cabo la validación 
cruzada con particiones aleatorias el procedimiento se re-
pitió 1000 veces, y se predijeron aproximadamente 12 % 
de las observaciones (20). En cada repetición se obtuvo 
la correlación entre valores observados y predichos y con 
dichas correlaciones, se obtuvo una distribución empíri-
ca de las mismas. La distribución de las correlaciones se 
muestra en la Figura 3. Mediante la distribución empírica 
de las correlaciones se obtuvo un intervalo de confianza al 
95 %, de lo que se concluye que la correlación entre valores 
observados y predichos está entre 0.68 y 0.75 árboles de 
predicción y clasificación.

El árbol de clasificación obtenido se muestra en la Figura 
4(a). El nodo principal es asignado a un valor de las lectu-
ras SPAD (36.66), a partir del cual se bifurca en dos nodos 

Figura 2. Representación gráfica tridimensional que muestra el comportamiento de las diferentes concentraciones de Fe 
en función del tiempo y el índice de verdor (valores SPAD) en el cultivo de frijol. Estos datos se usaron para el entrenamiento 
de la BRNN.  Los puntos corresponden a las mediciones mientras que en la malla se reflejan los valores que corresponden 
a las predicciones obtenidas mediante la BRNN con S: 3 neuronas.
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hijos, y está sujeto a si el valor SPAD es mayor o inferior 
al fijado al nodo principal. Por lo tanto, se observó que las 
concentraciones de 0 % Fe siempre tuvieron valores SPAD 
inferiores a 34.83, excepto si el día que se tomó la lectura 
es posterior a los 37 ddt porque la concentración modela-
da será otra. Dicha concentración podrá ser 20, 40 o 60 % 
si el valor SPAD es superior a 34.83, y depende del tiempo 
en que se haya tomado la lectura.

Concentraciones como 80, 100 y 150 % de Fe siempre 
tendrían valores SPAD superiores a 36.66, incluso, la con-
centración de 200 % registraría valores superiores a 44.19. 
Esta opción representa una alternativa sencilla para la dis-
criminación entre diferentes clases de deficiencias debido 
a las condicionantes que presenta para descartar una u 
otra opción, por lo que su aplicación en campo sería rela-
tivamente sencilla una vez que el método pudiera ser cali-
brado y mejorado.

Una forma más práctica de visualizar la información es 
a través de la Figura 3B. Por ejemplo, las concentracio-
nes superiores (200 %) a la óptima tendrán valores SPAD 
superiores a 44 a lo largo, de los 20 a los 60 ddt, aproxi-
madamente, mientras que las concentraciones de 0 % Fe 
tendrán valores SPAD inferiores,  de los 36 hasta los 32 
ddt. A días posteriores, los valores SPAD inferiores a 36, 
pero superiores a 28, pertenecerán a la clase de 20 o 40 % 
de Fe, y  dependen de la ubicación en el tiempo en que se 
haya llevado a cabo la lectura. Dentro de los pocos traba-
jos similares con árboles de clasificación, Calderón et al., 

(2015) determinaron los parámetros de estrés que discri-
minarán entre clases de severidad de Verticillium. Uno de 
los parámetros usados fue la concentración de clorofila 
determinada por valores SPAD en cultivares de olivo (Olea 
europaea L.). Bajo estas consideraciones teóricas y dado 
que el hierro activo o soluble (Fe2+) tiene una relación con 
el contenido de clorofila (Marsch et al., 1963), podría con-
siderarse el SPAD 502 como una herramienta de detección 
del estatus nutrimental de Fe.

Como se observa en el Cuadro 1, la sensibilidad del mo-
delo cambia de acuerdo con la concentración de Fe. El mo-
delo tiene menos dificultad para asignar la clase al trata-
miento con 0 % Fe, mientras que los tratamientos con 60 
y 150 % son más difíciles de ubicar con apenas el 35 % de 
clasificaciones correctas. En el primer caso, hay confusión 
de clases con el tratamiento más cercano, lo cual también 
puede observarse con los tratamientos de 40 y 200 % Fe. 
Esto podría significar un inconveniente para el desempeño 
del modelo, aunque probablemente podrían desarrollarse 
rangos en los que pudiera ubicarse la deficiencia del Fe.

El promedio general de clasificaciones correctas del mo-
delo para los datos completos, es de 56.2 %, por lo que se re-
quiere de otras variables que puedan coadyuvar a discrimi-
nar entre las diferentes clases para mejorar los porcentajes 
de clasificaciones correctas. Se llevó a cabo el procedimien-
to de validación cruzada (Cuadro 2) con 1000 particiones 
aleatorias, del total de las observaciones, aproximadamente 
88 % de los datos se usó en entrenamiento, mientras que 

Figura 3. Diagrama de cajas y bigotes para las correlaciones obtenidas mediante validación cruzada.  Histograma de 
frecuencias de las diferentes correlaciones entre valores predichos contra valores observados obtenidas después de 
llevar a cabo el procedimiento de validación cruzada con ocho particiones aleatorias.
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Figura 4. Predicción de Fe en el cultivo de frijol a partir del número de días después del transplante (ddt) y los valores 
SPAD mostrados en un (a) Diagrama de árbol y (b) Partición binaria del espacio.
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Cuadro 1. Aciertos y errores de los valores observados contra valores modelados a través de árboles de clasificación 
para la medición de especificidad/sensibilidad del modelo en entrenamiento.

Clase
 observada

Clase predicha
0 20 40 60 80 100 150 200

0 95 0 5 0 0 0 0 0
20 40 50 0 0 5 0 5 0
40 5 10 55 20 0 5 5 0
60 5 0 15 35 10 30 0 5
80 0 15 5 5 45 15 15 0

100 10 0 5 0 0 85 0 0
150 5 10 0 5 5 25 35 15
200 5 0 0 5 0 35 5 50

Sensibilidad (%) 95 50 55 35 45 85 35 50
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el resto, 12 % en promedio, se utilizó en validación; en cada 
réplica del proceso de validación se predicen aproximada-
mente 20 casos. A partir de estas últimas observaciones 
se generó el Cuadro 2, donde se muestra el porcentaje de 
clasificaciones correctas para cada una de las clases.

Del cuadro anterior, puede notarse que el porcentaje de 
clasificación para el caso de 0 % Fe fue de 63 %, y corres-
ponde a la clase a la que se le asignaron las observacio-
nes de manera correcta. En cambio, clases como 150 % 
Fe tuvieron bajos porcentajes de clasificaciones correctas, 
porque el algoritmo las ubicó en clases contiguas a la co-
rrecta, por lo que la sensibilidad del modelo no fue buena. 
Lo mismo ocurrió con clases como 20 % Fe, donde la ma-
yoría fue asignada a las clases contiguas. Probablemente, 
la explicación a la confusión pueda deberse más a causas 
fisiológicas del cultivo que a cuestiones estadísticas. En 
este trabajo solo se exploró la utilización de dos modelos 
estadísticos, sin embargo podrían probarse otros modelos 
como por ejemplo la regresión de mínimos cuadrados par-
ciales. Lin y Huang (2011) en una investigación relaciona-
da obtuvieron un coeficiente de correlación superior a 98 
% cuando se estimó el estatus del nitrógeno en hojas de 
colza (Brassica napus); no obstante, también se utilizaron 
la reflectancia espectral y espectroscopía de reflectancia 
del infrarrojo cercano como covariables.

CONCLUSIONES

Tanto los árboles de clasificación como las redes neu-
ronales bayesianas regularizadas son herramientas útiles 
en el análisis de la información que no se ajusta a modelos 
lineales, ya sea para variables que puedan ser caracteri-
zadas como cualitativas o cuantitativas; sin embargo, con 
la adición de covariables podría robustecerse la modela-

ción de la información para obtener mejores resultados en 
etapa de prueba del modelo. En el primer caso de árboles 
de clasificación, el porcentaje global de clasificaciones co-
rrectas es de 44 %, mientras que en el caso de las BRNN, 
el coeficiente de correlación de Pearson entre valores ob-
servados y predichos puede alcanzar un valor de 0.71.  No 
obstante, la predicción de las deficiencias de Fe en el culti-
vo de frijol es posible mediante valores SPAD y su distribu-
ción en el tiempo (fenología del cultivo). 
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